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RÉSUMÉ
Ce papier explore deux approches pour répondre aux questions à choix multiples (QCM) de pharmacie
du défi DEFT 2024 en utilisant des modèles de langue (LLMs) entraînés sur des données ouvertes avec
moins de 3 milliards de paramètres. Les deux approches reposent sur l’architecture RAG (Retrieval
Augmented Generation) pour combiner la récupération de contexte à partir de bases de connaissances
externes (NACHOS et Wikipédia) avec la génération de réponses par le LLM Apollo-2B. La première
approche traite directement les QCMs et génère les réponses en une seule étape, tandis que la seconde
approche reformule les QCMs en questions binaires (Oui/Non) puis génère une réponse pour chaque
question binaire. Cette dernière approche obtient un Exact Match Ratio de 14.7 et un Hamming Score
de 51.6 sur le jeu de test, ce qui démontre le potentiel du RAG pour des tâches de Q/A sous de telles
contraintes.

ABSTRACT
LIMICS@DEFT’24 : Can a mini-LLM cheat in pharmacy MCQs by searching Wikipédia and
NACHOS

This paper investigates two approaches to tackle the DEFT 2024 pharmacy multiple-choice question
(MCQ) answering challenge using language models (LLMs) trained on open data with less than 3
billion parameters. Both approaches rely on the Retrieval Augmented Generation (RAG) architecture
to combine context retrieval from external knowledge bases (NACHOS and Wikipédia) with answer
generation by the Apollo-2B LLM and a CamemBERT classifier. The first approach processes the
MCQs directly and generates the answers in a single step, while the second approach first reformulates
the MCQs into binary (Yes/No) questions and then generates an answer for each binary question. The
latter approach obtains an Exact Match Ratio of 14.7 and a Hamming Score of 51.6 on the test set,
highlighting the potential of RAG for Q/A tasks under such constraints.
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1 Introduction

Cette nouvelle édition 2024 du Défi Fouille de Textes (DEFT) propose, à l’instar de l’édition 2023,
d’utiliser le corpus FrenchMedMCQA (Labrak et al., 2022). Pour cette nouvelle édition, un nouveau
corpus de test de 477 questions a été collecté. La tâche principale consiste à identifier les réponses
correctes aux questions parmi les cinq options proposées. Toutefois, les systèmes proposés doivent
respecter les contraintes suivantes :

1. Ne pas rechercher sur internet les originaux des données fournies.
2. Utiliser des modèles pré-entraînés dont les données d’entraînement sont ouvertes (i.e.

ChatGPT, Mistral et autres modèles de ce type ne peuvent pas être utilisés).
3. Utiliser uniquement comme corpus additionnels NACHOS et Wikipédia.
4. Faire moins de 3 milliards de paramètres.

La tâche secondaire est identique à la tâche principale mais il n’y a aucune limite sur la taille des
modèles. Avec l’ajout d’un nouveau corpus de test de 477 questions, nous avons décidé de répartir le
corpus FrenchMedMCQA en deux sous-parties : le corpus d’entraînement (2171 questions, 70% du
total) et le corpus de développement (934 questions, 30% du total).

L’édition DEFT 2023 (Favre, 2023) a mis en évidence la performance des grands modèles de langues
(LLMs) tels que GPT ou Llama. Cependant, cette année, les participants doivent utiliser des systèmes
ne dépassant pas 3 milliards de paramètres et dont les données de pré-entraînement sont ouvertes,
ce qui exclut les grands LLMs de la tâche principale. L’objectif de cette année est d’utiliser des
petits LLMs, parmi ces modèles on retrouve Appolo-2B (Wang et al., 2024a), BLOOM-3B (Scao
et al., 2022) ou encore CroissantLLM (Faysse et al., 2024) qui remplissent les exigences du défi.
Ces modèles ont été entrainés sur des données multilingues incluant le français, ce qui est nécessaire
pour le traitement du corpus du défi FrenchMedMCQA, ce qui nous a poussé à les évaluer. La
contrainte sur le faible nombre de paramètres de notre système nous pousse également à utiliser
une base de connaissance externe pour aider le système à répondre aux questions. Cette fouille en
comparant les documents préalablement convertis en embeddings à l’aide d’un modèle de langue de
type SentenceBERT (Reimers & Gurevych, 2019) qui est un modèle de type BERT affiné pour la
comparaison de phrases.

2 Méthodes

2.1 Détection du type de question

FIGURE 1 – Méthode de détection du type de question
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La détection du type de question est cruciale pour le système, car elle guide la fouille de contexte et
l’évaluation des réponses aux questions. Comme le montre la Figure 1, nous avons utilisé un modèle
de classification basé sur CamemBERT-bio (Touchent et al., 2023). Nous distinguons les questions
en trois types : "simple", "multiple" et "simple négative", cette dernière catégorie faisant référence
aux questions pour lesquelles le choix de réponse est négatif (cf. exemple de la Figure 1).

Les corpus d’entraînement et d’évaluation ont été annotés manuellement pour déterminer les questions
de type "simple", "multiple" et "simple-négative". Ensuite, le modèle a été entraîné et évalué en
utilisant des techniques standards. Étant donné le déséquilibre des classes ("multiple" 72.8%, "simple"
16.8%, "simple-négative" 10.4% comme on peut le voir sur la Figure 7 en annexe), les poids des
classes ont été intégrés dans une fonction de perte personnalisée pour gérer cette distribution inégale.
Sur le jeu de validation, nous avons obtenu une précision de 0.95, un rappel de 0.96 et un F1-score de
0.95. Cette méthode permet de classer correctement les questions, facilitant ainsi les étapes suivantes
du pipeline.

2.2 Fouille du contexte

FIGURE 2 – Méthode de récupération du contexte

Comme décrit dans la Figure 2, nous avons suivi les étapes suivantes pour récupérer le contexte d’une
question :

Choisir la base de connaissance DEFT 2024 nous propose d’utiliser les corpus Wikipédia et
NACHOS (Labrak et al., 2023). Comme il s’agit d’un QCM en français sur le thème médical, nous
nous sommes restreints aux pages Wikipédia françaises dans la catégorie Portail :Sciences/Articles
liés (202 933 pages) et l’intégralité du corpus NACHOS (1 698 029 documents).

Choisir le modèle d’embedding Pour la création d’embedding, nous avons affiné le modèle
CamemBERT-bio sur la base de données STS Benchmark en français avec l’algorithme d’affinage de
SentenceBERT (Reimers & Gurevych, 2019). CamemBERT-bio (Touchent et al., 2023) est un modèle
de langue de type BERT pré-entraîné sur du texte médical en Français. Le STS Benchmark (May,
2021) est une collection de 8630 paires de phrases extraites de légendes d’images, de titres d’actualités
et de forums. À chaque paire de phrases est associée un score de similarité entre 0 et 5. Ces données
sont disponibles dans 10 langues dont le français grâce à une traduction de l’anglais par les auteurs du
jeu de données. De plus, nous avons utilisé une méthode d’augmentation des données (Thakur et al.,
2020) en utilisant le modèle CrossEncoder CamemBERT-large. Cette méthode consiste à former de
nouvelles combinaisons de paires de phrases à partir du jeu de données et de leur attribuer un score
de similarité silver standard prédit par le modèle CrossEncoder CamemBERT-large affiné sur le jeu
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de donnée qui est plus performant mais trop lent pour être utilisé dans notre système de fouille. Le
jeu de donnée a été augmenté de 31 149 paires de phrases, le modèle a été entraîné sur 10 époques
avec une taille de batch de 16 et une optimisation par la méthode AdamW.

Convertir la question en embedding En première approche, nous avons converti en embedding
l’intégralité de la question et des réponses. Cependant, dans le cas des questions de type "multiple",
nous avons remarqué que les phrases de contexte en sortie du système étaient le plus souvent relatives
à une seule réponse. Ainsi, comme le montre la Figure 2, nous avons accolé séparément chaque
réponse à la question correspondante pour couvrir toutes les réponses de la question. les 5 options de
réponses sont donc converties séparément en embedding de taille 768 à l’aide du modèle Sentence
CamemBERT-bio.

Convertir la base de connaissance en embedding Nous avons divisé NACHOS en 2 376 553
parties de 1000 lignes chacune et Wikipédia en 2 752 036 paragraphes. Afin de conserver l’information
du titre au sein de chaque paragraphe, nous avons accolé le titre de la page Wikipédia au début
de chaque paragraphe. Chaque partie a ensuite été tronquée aux 512 premiers tokens avant d’être
convertie en embedding par le modèle Sentence CamemBERT-bio dont la fenêtre de contexte maximale
est de 512 tokens.

Classer les contextes Pour chaque question/réponse, la fouille du contexte se fait en 2 étapes :
(i) L’embedding de la question/réponse est comparé avec les embeddings de Wikipédia et NACHOS
par similarité cosinus. Les 100 parties de Wikipédia et les 100 parties de NACHOS avec le meilleur
score sont sélectionnées. Ces 200 parties sont divisées en phrases et chaque phrase est convertie en
embedding par Sentence CamemBERT-bio. (ii) L’embedding de la question/réponse est comparé par
similarité cosinus avec les embeddings de phrases sélectionnées à la première étape. Le score de
similarité ainsi calculé permet de classer les phrases les plus similaires.

2.3 Premier système : Architecture RAG sur questions à choix multiples

FIGURE 3 – Architecture RAG sur questions à choix multiples

À partir d’une question, nous avons préalablement prédit le type de la question (Section 2.1) et classé
dans Wikipédia et NACHOS les phrases les plus similaires à chaque question/réponse (Section 2.2).

26



Comme le montre la Figure 3, notre premier système de génération augmentée de récupération
(retrieval-augmented generation, RAG) consiste à fournir au LLM, la question accompagnée d’un
prompt spécifique au type de question et d’une sélection des meilleurs contextes.

Sélectionner les meilleurs contextes Pour chaque question/réponse, nous avons gardé uniquement
les 3 phrases les plus similaires à condition qu’elles aient un score de similarité supérieures à 0.7 pour
une question de type "simple" ou "multiple" et 0.65 pour une question de type "simple-négative".
Nous supposons qu’il faut plus de contexte pour éliminer les mauvaises réponses dans une question
"simple-négative" que pour simplement trouver la ou les bonnes réponses dans une question "simple"
ou "multiple". De plus, nous nous sommes assurés de supprimer les phrases qui sont trop proches à
l’aide d’un modèle TF-IDF avec un seuil de similarité de 0.9. Au maximum, si pour chaque réponse,
les 3 phrases les plus similaires ont un score supérieur au seuil et ne sont pas trop proches alors le
contexte de la question sera formé de 15 phrases.

2.3.1 Few-shot learning

Pour augmenter l’efficacité du modèle, nous avons adopté une approche de few-shot learning. Cela
consiste à fournir une série d’exemples au modèle avec les réponses afin qu’il apprenne à générer
des réponses plus fidèles au format attendu. Pour cette tâche, nous avons utilisé le modèle Apollo-
2B (Wang et al., 2024a). Nous avons conçu des prompts spécifiques pour les trois types de questions :
"simple", "simple-négative" et "multiple".

Lors de nos premiers tests, le zero-shot n’a pas donné de bons résultats, surtout pour le format des
réponses. Nous avons donc fourni des exemples au LLM. Bien qu’il y ait des données en français
dans le corpus d’entraînement du modèle Apollo, la majorité est en anglais (Wang et al., 2024b). Le
contexte ayant été extrait de données en français, nous gardons le contexte en français, la question et
les options en français mais nous donnons des instructions en anglais pour améliorer le prompt.

FIGURE 4 – Prompt choix simple négative

Pour les questions attendant une unique bonne réponse, les questions de type "simple" et "simple-
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négative", nous avons fourni un seul exemple. Pour les questions de type "multiple", attendant plus
d’une réponse correcte, nous avons fourni des exemples illustrant toutes les possibilités de réponses
correctes, à savoir deux, trois, quatre ou cinq. Cela permet au modèle de mieux comprendre la
structure des réponses attendues.La Figure 4 donne un exemple de prompt pour les questions de type
"simple-négative". Un exemple de prompt pour les questions de type "simple" et "multiple" se trouve
en annexe (Figure 8 et Figure 9).

Après la préparation des prompts, nous avons inséré la sélection des meilleurs contextes, suivi de la
question et des options de réponses possibles. La génération est effectuée sur un maximum de 32
nouveaux tokens, une température de 0.001 et des valeurs top-p et top-k de 0.90 et 40 respectivement.

2.3.2 Affinage supervisé

Nous avons affiné le LLM sur les questions du corpus d’entraînement avec la méthode d’adaptation à
faible rang (Low Rank Adaptation, LoRA) (Hu et al., 2021). En effet, l’affinage des LLM nécessite
beaucoup de mémoire GPU, mais LoRA permet de contourner cette contrainte en gelant le modèle
original et en ajoutant des matrices de faible rang obtenues par le produit de deux petites matrices.
Cela réduit le nombre de nouveaux paramètres et la mémoire requise. Cela repose sur l’idée que
tous les paramètres du modèle n’ont pas besoin d’être modifiés lors de l’affinage avec relativement
peu d’exemples. Nous avons affiné le modèle sur 1 époque avec une taille de batch de 24, un taux
d’apprentissage de 3 · 10−4, un dropout de 0.1 et une optimisation par la méthode AdamW avec
un warmup de 3 % des batchs. Pour la méthode LoRA, nous avons choisi de modifier seulement
les matrices de paramètres de projection de la clé et la valeur du mécanisme d’attention (qproj et
vproj dans le modèle) avec r = 8 (rang des matrices de paramètres) et α = 16. En effet, la méthode
fonctionne aussi bien en se restreignant seulement aux matrices qproj et vproj avec un rang faible (Hu
et al., 2021).

2.4 Second système : Architecture RAG sur les questions binaires reformulées

FIGURE 5 – Architecture RAG sur les questions binaires reformulées

Afin d’éviter de demander au LLM de répondre par plusieurs choix de réponses et pour faciliter la
reconnaissance des réponses, nous avons développé une méthode se basant sur la reformulation des
questions pour créer des questions fermées (avec seulement Oui/Non comme réponse possible). Ces
questions sont appelées questions binaires.

Comme indiqué en Figure 5 nous commençons par la reformulation des questions via un LLM. Puis
nous utilisons deux méthodes pour répondre aux questions : un classifieur binaire versus un LLM.

28



Reformulation du QCM en questions binaires Pour cette partie, nous avons utilisé le modèle
Apollo-2B. Nous avons reformulé chaque question et chaque option de réponse individuellement en
une question fermée à laquelle on peut seulement répondre par oui ou par non comme dans l’exemple
présenté Figure 6. Cela permet de traiter chaque possibilité de réponse de manière isolée, facilitant
ainsi l’évaluation de chaque réponse potentielle par le modèle. Comme illustré dans la Figure 10,
nous avons spécifié au modèle de ne pas produire de questions sous forme négative afin de faciliter
le post-traitement des réponses et d’identifier plus facilement la ou les réponse(s) correcte(s) de la
question initiale selon son type.

Reformuler les questions via un LLM permet de simplifier le processus de réponse en transformant
des questions à choix multiples, souvent complexes, en questions fermées (Oui/Non). Répondre direc-
tement à des questions à choix multiples nécessite une compréhension et un traitement approfondis
de chaque option de réponse, ce qui peut être plus complexe et moins précis pour les petits LLMs.

FIGURE 6 – Exemple question reformulée

Répondre aux questions binaires avec un classifier Pour répondre aux questions binaires refor-
mulées, nous avons commencé par utiliser un modèle de classification basé sur CamemBERT-bio et
CamemBERT-base. Chaque question est accompagnée du classement des phrases de contextes les plus
similaires (voir Section 2.2). Les trois les plus similaires sont sélectionnés et concaténés pour former
un contexte consolidé. Le modèle de classification est ensuite entraîné sur le corpus d’entraînement.
Après l’entraînement, le modèle est utilisé pour prédire les réponses aux questions binarisées du jeu
de test, en générant des probabilités pour les réponses "Oui" et "Non". Les prédictions finales sont
déterminées en fonction des probabilités générées par le modèle, permettant une évaluation précise
des réponses binaires.

Répondre aux questions binaires avec un LLM Nous avons utilisé pour cette méthode le modèle
Apollo-2B (Wang et al., 2024a). Les prompts utilisés sont similaires à ceux choisis pour les questions
de type "simple" (voir Section 2.3.1) comme le montre la Figure 11 en annexe. Chaque prompt
contient le contexte de la question, suivi de la question reformulée en question binaire finissant par
Oui/Non. Les réponses générées par le modèle sont analysées pour identifier les "Oui" ou "Non" et
les probabilités associées.

Post-traitement des réponses Les réponses finales sont déterminées en fonction du type des
questions. Voici comment nous procédons :

— Questions de type "simple" : La réponse avec la probabilité la plus élevée est sélectionnée.
— Question de type "simple-négative" : La réponse avec la probabilité la plus faible est choisie.
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— Questions de type "multiple" : Les réponses dont la probabilité de signifier un "Oui" dépasse
un seuil de 0.5 sont retenues.

Ce post-traitement s’applique aussi bien au LLM qu’au classifieur, permettant la sélection des réponses
finales en tenant compte des spécificités de chaque type de question.

3 Résultats

Le Tableau 1 présente les résultats du premier système. Ce système décrit dans la section 2.3 est basé
sur Sentence CamemBERT-bio pour retrouver les contextes, CamemBERT-bio pour détecter le type
des questions et un LLM pour générer les réponses. Pour la tâche principale, nous avons utilisé le
LLM Apollo 2B pour générer les réponses avec trois méthodes différentes : (i) La méthode few-shot
learning. (ii) l’affinage supervisé LoRA (iii) les deux méthodes. Pour répondre à la tâche annexe, nous
avons utilisé le modèle Apollo 7B pour générer la réponse avec la méthode few-shot learning. Enfin,
pour évaluer l’apport du RAG, nous présentons sur les dernières lignes du tableau, les performances
du système sans l’architecture RAG (sans utilisation du contexte).

Modèle Few-shot LoRA EMR Hamming
Apollo 2B ✓ 13.8 [10.9, 17.2] 47.8 [45.0, 50.5]
Apollo 2B ✓ 11.7 [9.0, 14.9] 44.8 [42.1, 47.6]
Apollo 2B ✓ ✓ 11.5 [8.8, 14.7] 45.5 [42.8, 48.4]
Apollo 7B ✓ 21.4 [17.8, 25.2] 56.8 [53.8, 59.5]

Apollo 2B sans RAG ✓ 10.7 [8.2, 13.6] 45.7 [43.1, 48.5]
Apollo 2B sans RAG ✓ 11.1 [8.6, 14.3] 39.7 [37.0, 42.5]

TABLE 1 – Performance du premier système. un intervalle de confiance à 95% obetnu à partir d’une
méthode de bootstraping est indiqué entre crochets.

Le Tableau 2 présente les résultats du second système. Ce système décrit dans la section 2.4 est basés
sur Apollo 2B pour reformuler la question, Sentence CamemBERT-bio pour retrouver le contexte,
CamemBERT-bio pour détecter le type de la question. Pour générer la réponse, nous avons expérimenté
le LLM Apollo 2B avec La méthode few-shot learning, avec l’affinage supervisé LoRA ou avec
les deux méthodes. Nous avons également expérimenté une classification binaire avec le modèle
CamemBERT-bio ou CamemBERT-base.

Modèle Few-shot Affinage EMR Hamming
Apollo 2B ✓ 14.7 [11.7, 18.0] 51.6 [48.9, 54.4]
Apollo 2B ✓ 14.0 [11.1, 17.4] 46.9 [44.1, 49.9]
Apollo 2B ✓ ✓ 7.1 [5.0, 9.6] 52.0 [49.6, 54.4]

CamemBERT-bio ✓ 8.2 [6.1, 10.9] 42.4 [39.6, 45.1]
CamemBERT-base ✓ 9.4 [6.9, 12.4] 44.1 [41.4, 46.8]

TABLE 2 – Performance du second système avec reformulation des questions. Un intervalle de
confiance à 95 % obtenu à partir d’une méthode de bootstraping est indiqué entre crochets.

En sommant les nombres de paramètres des modèles listés dans le Tableau 3 (à l’exception d’Apollo-
7B qui est utilisé pour la tâche annexe), on obtient environ 2,8 milliards de paramètres ce qui respecte
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bien la contrainte des 3 milliards de paramètres.

Modèle Nombre de paramètres
CamemBERT-bio 110 655 493
CamemBERT-base 110 655 493

Sentence CamemBERT-bio 110 621 952
Apollo 2B 2 506 172 416
Apollo 7B 8 537 680 896

TABLE 3 – Nombre de paramètres des modèles utilisés

Lors de l’évaluation officielle, nous avions utilisé le premier système avec le modèle Apollo 2B
pour générer les réponses et la méthode few-shot learning (cela correspond à la première ligne du
Tableau 1). Nous avions obtenu un Hamming de 45.71 et un EMR de 11.74. Ce résultat est inférieur à
celui présenté dans notre étude car au moment de l’évaluation officielle, l’algorithme de récupération
du contexte Wikipédia utilisait seulement les titres des pages. Une meilleure optimisation mémoire
nous a permis de résoudre ce problème et d’obtenir de meilleures performances globales.

4 Discussion & conclusion

En comparaison avec l’édition DEFT 2023 (Favre, 2023), où des grands modèles de langue comme
GPT et Llama ont montrés des performances remarquables, cette édition a mis en lumière le potentiel
des petits modèles entraînés sur des données ouvertes. Dans le cadre de la tâche principale, le modèle
Apollo 2B avec few-shot learning sans l’architecture RAG a obtenu un EMR de 10.7 et un Hamming
Score de 45.7. Le même modèle avec l’architecture RAG a atteint un EMR de 13.8 et un Hamming
Score de 47.8. Enfin, la reformulation des questions en questions binaires, a permis d’améliorer
encore les performances, avec un EMR de 14.7 pour le même modèle Apollo 2B utilisant le few-shot
learning. Par ailleurs, sur la tâche secondaire, le modèle Apollo 7B, qui dépasse les contraintes de
taille, a montré des performances supérieures avec un EMR de 21.4 et un Hamming Score de 56.8. Ce
qui démontre que malgré les efforts effectués (reformulation des questions, utilisation de classifieurs
...etc), un modèle avec plus de paramètres arrive facilement à obtenir de meilleurs résultats.

Ces résultats montrent que l’utilisation de l’architecture RAG intégrant du contexte pertinent issu
de bases de connaissances telles que NACHOS et Wikipédia améliore les performances sur la tâche
principale. En effet, en regardant manuellement les réponses ou le LLM s’est trompé, il s’agissait
souvent de questions où le contexte extrait ne fournissait pas les éléments nécessaires pour répondre à
la question (cf. Figure 12 en Annexe). Les résultats montrent aussi que l’utilisation de techniques
comme le few-shot learning ou la reforumlation des questions en questions binaires améliorent
aussi les performances sur la tâche principale. Toutefois, le résultat sur la tâche secondaire montre
que même si les méthodes utilisées (reformulation des questions, utilisation de classifieurs ...etc)
semblent contribuer à augmenter légèrement les performances, cela n’égale pas l’utilisation d’un plus
grand modèle de langue. L’affinage du modèle avec la méthode LoRA ne montre pas de gains de
performances par rapport à la méthode few-shot learning.

En conclusion, cette étude a permis de montrer le potentiel de l’architecture RAG pour améliorer les
résultats des petits modèles de langue dans des tâches de questions/réponses. Cette étude a permis
également la publication du modèle Sentence CamemBERT-bio spécialisé dans la comparaison de
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phrases en Français dans le domaine biomédical. Tout cela ouvre de nouvelles perspectives pour la
recherche et les applications pratiques dans le domaine de la pharmacie.

Il est important de noter que même si cette étude montre des résultats encourageants, de nombreuses
pistes n’ont pas pu être explorées dans le temps imparti au DEFT. Nous n’avons pas exploré de
manière approfondie l’espace des hyperparamètres pour l’affinage LoRA (époques, rang r, facteur
d’échelle α...etc), cela pourrait expliquer son inefficacité dans cette étude. En ce qui concerne le
système de fouille du contexte, nous n’avons pas explorer les paramètres liés aux partitionnements des
corpus additionnels (taille des partitions) ou à la sélection des meilleurs contextes (seuils des scores,
nombre de phrases sélectionnées). Pour l’affinage du modèle Sentence CamemBERT-bio nous avons
utilisé un jeu de données généraliste, l’utilisation de jeux de données dans le domaine biomédical
comme CLISTER (Hiebel et al., 2022) ou DEFT-2020 (Cardon et al., 2020) pourrait améliorer
les performances du modèle sur la tâche. Enfin, nous n’avons pas comparé notre modèle Sentence
CamemBERT-bio à d’autres modèles de type BERT français comme Sentence CamemBERT-large ou
multilingues comme distiluse-base-multilingual-cased-v2 ou même à des modèles de sac de mots
comme TF-IDF ou sa variante BM25 qui ont l’avantage de ne pas avoir de limite de contexte à 512
tokens. Nous n’avons pas évalué la méthode de détection du type de question à trois classes en la
comparant avec une méthode plus simple à deux classes "simple" et "multiple".

Reproductibilité

Le code développé pour réaliser les expériences de cette étude est disponible sur GitHub à
l’adresse suivante : https://github.com/Aremaki/deft_2024. Le modèle Sentence CamemBERT-
bio décrit dans la Section 2.2, utilisé pour récupérer le contexte des questions, est disponible
sur la plateforme HuggingFace via le lien suivant : https://huggingface.co/Aremaki/sentence-
camembert-bio. Les données du DEFT 2024, avec les annotations manuelles des questions de
type "simple-négative" décrites Section 2.1, sont disponibles sur HuggingFace via le lien suivant :
https://huggingface.co/datasets/Aremaki/DEFT_2024.
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5 Annexe

FIGURE 7 – Distribution des types de questions sur les jeu d’entraînements
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FIGURE 8 – Prompt des questions de type "simple"
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FIGURE 9 – Prompt des questions de type "multiple"
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FIGURE 11 – Prompt des questions binaires
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FIGURE 12 – Exemple de prompt avec la réponse générée par le LLM et la vraie réponse où le
contexte fourni ne permet pas au LLM de répondre correctement à la question posée
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FIGURE 10 – Prompt pour la reformulation des questions

39


	LIMICS@DEFT’24 : Un mini-LLM peut-il tricher aux QCM de pharmacie en fouillant dans Wikipédia et NACHOS ?

